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専門ドメインにおける LLMの文脈理解の分析 
Analysis of LLM contextual understanding in specific domain. 

*1 八千代エンジニヤリング株式会社 
Yachiyo Engineering Co., Ltd. 

Large Language Models (LLMs) have low accuracy for long-tail knowledge, and solutions include Retrieval Augmented 

Generation (RAG) and fine tuning. On the other hand, there are reports that it is not practical due to factors such as differences 

in the evaluation task. In practical applications, more complex tasks can be solved and it is necessary to understand the context. 

However, it is not clear how LLMs internally processes texts and captures the context in specific domains such as civil 

engineering, which is a long-tail domain. We believe that clarifying how LLMs capture context in specific domains will 

contribute to improving for long-tail knowledge. In this study, we first identified uncertainty in response generation in both the 

general and specific domains, and then clarified the features of LLM internal processing processes in a specific domain by 

analyzing the variation of entropy in the intermediate representation of each layer of the LLM. 

 

1. はじめに 

大規模言語モデル（LLM）は long-tailの知識に対して回答精

度が低く  [Kandpal 2023]，この問題への対応として RAG

（Retrieval Augmented Generation）や Fine-tuning がある．一方

で既往の LLMや RAGは評価タスクの違いやドメイン知識が無

いなどの要因により実用に値しないという報告もあり  [Zhou 

2024]，その原因として対象ドメインの学習不足が挙げられる． 

ここで，[Allen-Zhu 2024]は合成データを用いて学習頻度と

性能の関係を調査し，学習時に獲得したい知識が 1000 回曝さ

れることで知識を格納できるとしている．一方同手法は架空の事

実に基づく合成データで評価しており，現実のデータとは複雑

さなどの観点で大きく異なる．また，事前学習データに含まれる

設問に関連するドキュメント数など，知識に関する事前学習デ

ータ頻度と QA精度の関係を間接的に評価し，long-tail に関す

る事実ほど正答率が低いことを示した例もある（[Kandpal 2023], 

[Sun 2024]）．これらは単純な用語頻度よりも文章全体の文脈を

踏まえた情報頻度の精度への寄与を示唆しており，LLM がテ

キストをどのように処理し，文脈を捉えるかを明らかにすることは

LLMの long-tailの知識に対する性能向上に必要と考える． 

本研究では，long-tail の知識である専門ドメインにおける

LLM 内部処理プロセスの特徴を明らかにすることを目的とする．

そのアプローチとして，一般／専門ドメインにおける中間表現の

エントロピー変動を通じた LLM内部処理過程の分析を行った．

両ドメインの LLM 内部処理の違いから専門ドメインの特徴を明

らかにすることで，専門ドメインの精度改善へ貢献可能と考える．  

2. 関連研究 

LLM の内部機構解明に向けた分析は，これまでに様々な方

法で取り組まれている． Feed Forward 層のニューロンを分析し

た例や[Geva 2022]，Sparse AutoEncoder (SAE)を用いて LLM

のスパースな潜在表現を分析した例[Elhage 2022]，Logit Lens

を用いて LLM 各層のトークン予測を分析した例[Belrose 2023]

などがある． 

ここで，本稿では専門ドメインにおける LLM 内部の処理プロ

セスの特徴を明らかにすることを目的としており，個別のニュー

ロンに着目した分析は本目的に合致しないと考える．また，SAE

を専門ドメインに適用する場合，学習頻度の低さから適切な潜

在表現が得られない可能性がある．[Belrose 2023]は Logit Lens

は信頼できる解釈ができていない可能性を指摘しており，

Tuned Lensを提案している．一方 Tuned Lensは学習が必要で

あり，本稿で対象とするデータ整備が進んでいない土木分野に

おいては適用が難しい． 

また別の手法で LLM の文脈理解について分析した例として，

[Ju 2024]は Layer-wise Probing により LLM の各層で context 

knowledge（文脈を踏まえた知識）をどのようにエンコードしてい

るかを調査した．同論文ではネットワーク前半の層で entityに関

連する事実をエンコードし，後半の層で self-attentionにより文脈

を捉えたエンコードが行われるとしている．[Chen 2024]は QAタ

スクにおいて Llama2-Chat-7Bの情報量の大きい層（32層中 26

層目）を対象とし，エントロピーベースの指標を用いて分析を実

施した．正答の場合はエントロピーが低く，誤答の場合はエント

ロピーが高くなることを示している．しかし、専門ドメインと一般ド

メインを比較したもので，かつ日本語を対象とした事例は著者ら

が確認した限りでは存在しない． 

本稿ではまず，一般ドメインと専門ドメインにおける LLM の性

能差の原因として回答生成における不確実性に着目し，これを

確認した（3.1 節）．次に一般ドメイン／専門ドメインの上記不確

実性の違いの原因を探るべく，LLM の中間表現のエントロピー

の変動を分析することで（3.2 節），専門ドメインの LLM 内部処

理過程の特徴を明らかにした（4 章）．最後に，実験結果に基づ

き考察を行い，現状の LLMの課題について整理した（4章）． 

3. 実験 

3.1 各ドメインの評価タスクと使用したモデル 

一般 ド メ イ ン の評価 タ ス ク と し て JCommonSenseQA 

(jcommon) [Kurihara 22] を，土木ドメインの評価タスクとして技

術士一次試験（建設部門）の過去問 (gijutsushi) [日本技術士会 

2025] を採用した．また，jcommon と比較して gijutsushi の方が

設問文が長いことから，この差を軽減するため，jcommon の質
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問文を GPT-4o により拡張した jcommon-long も一般ドメインの

評価タスクとして加えた．各タスクの設問文長を表 1 に示す．な

お，いずれも 5 つの選択肢から数値で回答する多肢選択形式

であり，技術士一次試験の対象年度は本検討開始時に過去問

題が公開されていた平成 23 年度から令和 5 年度までの 14 年

分（令和元年度は再試験があったため 2年分）としている． 

使用したモデルとして，オープンかつ日本語を多く学習して

いる llm-jp-3-13b-instruct1を採用した．各タスクの評価結果を表 

2に示す．出力は数値のみとし，選択肢をランダムに入れ替えて

3 回試行した結果の平均を Accuracy Score とした．次節ではこ

のスコア別（0, 1/3, 2/3, 3/3）に分析を行う．参考として GPT-4oの

結果も載せている．表より，llm-jp-3-13b-instruct は jcommon や

jcommon-long と比較して gijutsushi では大きくスコアを落として

いる．一方 GPT-4oは 8割程度の正答率であった． 

また，各タスクの設問から GPT-4o によりキーワード抽出を行

い，llm-jp-3-13b-instruct の事前学習データに含まれるのキーワ

ード頻度の確認を行った．今回は日本語を対象としているため，

事前学習データのうち，Wikipedia，Common Crawl (level2)，

WARP/PDF (e0 / e0.2)，WARP/HTML，Kaken を分析対象とし

た2．両分布は重なっているものの，jcommon の分布は頻度が

大きい方に，gijutsushi の分布は頻度が小さい方に偏っている．

jcommon-longは両者の中間の特徴を示した． 

3.2 分析手法と結果 

一般ドメインと専門ドメインにおける LLM の回答生成確率の

違いを確認し，その原因分析として中間表現の比較を実施した． 

(1) 一般ドメインと専門ドメインの生成確率 

表 2のスコアおよび図 1の違いから，専門ドメインでは学習不

足に伴い回答生成の不確実性が高い可能性がある．回答生成

の不確実性の評価として生成確率を用い，両ドメインの比較を

実施した．0.05刻みの生成確率の密度分布を図 2に示す． 

図より，jcommon および jcommon-long は正答率が高いほど

生成確率も高い位置に分布している．一方 gijutsushi ではいず

れのスコアにおいても 0.2 付近にピークが存在する．また，

gijutsushi のスコアが 3/3 のケースにおいては， jcommon と

jcommon-long同様高い生成確率となる設問も確認した． 

(2) LLMの中間表現のエントロピーの比較 

前節で gijutsushiは他のタスクと比較して LLMの回答生成に

おける不確実性が高かった．この原因として情報の圧縮度が小

さいと考え，これに着目する．ここで既往研究として Attention 

mapを分析したものもあるが， Transformer Layer内部の FFN層

や LN層は特定の言語構成の強調や，冗長性を削減するとされ

る[Kobayashi 2024]．本稿では[Chen 2024]と同様の手法を採用

し，中間表現として Transformer Layer全体の出力を分析するこ

とでこれらの影響を考慮しないこととした． 

一般ドメインおよび専門ドメインにおける LLM の各

Transformer Layerの中間表現のエントロピーの比較を実施する．

本稿で定義するエントロピー𝐻ℎ𝑖𝑑𝑑𝑒𝑛を以下に示す． 

𝐻ℎ𝑖𝑑𝑑𝑒𝑛 = −∑𝑝𝑖
𝑖

log(𝑝𝑖 + 𝜖) (1) 

𝑝𝑖 =
𝑒ℎ𝑖

∑ 𝑒ℎ𝑗𝑗

(2) 

 
1 https://huggingface.co/llm-jp/llm-jp-3-13b-instruct 

ここで，ℎ𝑖は LLM の各層の中間表現，𝑝𝑖は各次元の寄与度

を確率的に表現した値，𝑖, 𝑗 は中間表現の次元を示す．𝜖は対

数計算の安定化項であり 10-9を設定した． 

結果を図 3に示す．なお，横軸の 0層目は Embedding Layer，

1層目以降は Transformer Layerの出力であり，色は各タスクの

スコアを示す。図より，いずれのタスクも全体の傾向は同様で，0

～2 層目で𝐻ℎ𝑖𝑑𝑑𝑒𝑛が急激に低下し，その後 22 層目までは 0～

0.05付近で推移，その後 36～38層目までは 0.2付近で推移し

た後，0.1程度まで低下している．詳細な考察は次節で行う． 

  

表 1  QAタスク設問文長 

Task 
Question length 

Min Max Mean 

jcommon 12 103 31 

jcommon-long 92 475 284 

gijutsushi 50 614 325 

 

表 2  QA タスク評価結果 

Model 

Accuracy Score 

jcommon 

(n=1119) 

jcommon-long 

(n=1119) 

gijutsushi 

(n=436) 

llm-jp-3-13b-

instruct 
0.81 0.88 0.26 

gpt-4o-2024-

08-06 
0.97 0.95 0.78 

 

 
図 1 事前学習データにおける各データセットのキーワー

ド頻度 

 

 
図 2 一般ドメインと専門ドメインにおける回答生成確

率（上段：Accuracy 0%，下段：Accuracy 100%） 

2 https://gitlab.llm-jp.nii.ac.jp/datasets/llm-jp-corpus-v3 
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図 3 LLM各層のエントロピー（上段：jcommon，中段：jcommon-long，下段：gijutsushi） 

 

4. 考察 

3.1 節の実験結果で生成確率が一般/専門ドメインで異なる原

因について，3.2節の実験結果から考察する． 

gijutsushi の回答生成における不確実性が高い原因として，

LLM が専門用語の語彙を獲得できなかったことと（4.1 節），文

脈を捉えられなかったこと（4.2 節）を挙げる．また，これらを踏ま

えた結果から，LLM の専門ドメインにおける処理の特徴と課題

を整理する（4.3節）．以下では上記の原因も含め，各タスクにお

ける LLMの処理プロセスの違いについて考察する． 

4.1 語彙の獲得 

図 3より，全体の傾向としてはいずれのタスクも同様の傾向を

示したものの，gijutsushi は 6～7 層目でスコアが低い場合（0/3, 

1/3）に𝐻ℎ𝑖𝑑𝑑𝑒𝑛が高く出ている． 

ここで，サブワード分割された単語が LLM のどの層で単語に

変換されるかを調査した[Kaplan 2024]によると，サブワード分割

される／されないに関わらず，多くは 3～5 層目で単語に変換さ

れ，最大で 15層目まで到達する tokenもあるとしている．また同

著者らは，LLM は潜在的な語彙（latent vocabulary）を持ち，

tokenizerの語彙に無い語彙を内部的に構成できるとする一方，

表現できない未知語も存在すると述べている． 

図 3 は，3～20 層目前後まではいずれも𝐻ℎ𝑖𝑑𝑑𝑒𝑛は低い値を

示すが，設問文長が長い jcommon-long と gijutsushi は 3～10

層目で jcommonと比較してやや高い値を示した．前者二つのタ

スクは設問文長が長い故に語彙数も多く，情報の圧縮に処理を

多く要したと考える．また，gijutsushi は 6～7 層目で低スコア／

高スコアで差が出た．gijutsushi は土木分野の専門用語を多く

含み，tokenizer の語彙に含まれない未知語が多い．[Kaplan 

2024]の主張を踏まえると，LLMの latent vocabularyに新たに語

彙を構成するために処理を多く要した，または専門用語が

latent vocabularyで未知語と分類されたことが，gijutsushiの低ス

コアの設問における回答生成の不確実性が高い原因であると

推察する． 

4.2 文脈理解 

図 3より，設問文長の長い jcommon-longおよび gijutsushiで

は 35層目前後で低スコアの場合（0/3, 1/3）の方が高スコアの場

合（2/3, 3/3）よりも𝐻ℎ𝑖𝑑𝑑𝑒𝑛が高い． 

ここで，[Chen 2024]はネットワーク後半の層を用い，QAタスク

で正答率の高い（低い）設問ほどエントロピーが低い（高い）こと

を示した． また[Ju 2024]によると，LLM の後半の層では self-

attentionにより文脈を捉えたエンコードが行われるとされる． 

jcommon と比較して設問文長の長い jcommon-long および

gijutsushi が 35 層目前後において低／高スコアで𝐻ℎ𝑖𝑑𝑑𝑒𝑛の差

が出た原因として，文脈を捉えて正答に資する特徴を獲得でき

なかった／獲得できたためと推察する．35 層目付近で低スコア

の方がいずれのタスクも𝐻ℎ𝑖𝑑𝑑𝑒𝑛が高く，情報圧縮度が小さい．

これにより，回答生成の不確実性が高まったと考えた． 

また，jcommon-longと gijutsushiを比較すると 35層目付近で

は jcommon-long の方が𝐻ℎ𝑖𝑑𝑑𝑒𝑛は低い値をとる．これは

jcommon-longは gijutsushiと比較すると文脈を捉えることができ，

回答生成における不確実性を軽減できたと推察する．対して

jcommon の𝐻ℎ𝑖𝑑𝑑𝑒𝑛はスコアに依らず 35 層目付近で gijutsushi

と同程度のピークを迎えるが，これについては次節で考察する． 

4.3 専門ドメインにおける処理の特徴と課題整理 

上記の考察を踏まえると，図 3 より全体の傾向として 0～2 層

目で tokenの圧縮を行い，3～20層目付近までで語彙を獲得す

る．その後 35 層目前後までで文脈を捉え，それ以降でタスクに

沿った形式に変換しているものと推察した． 

ここで gijutsushiの 20～25層目，35～38層目に着目する．一

般ドメイン（jcommon, jcommon-long）は 20～22 層目で𝐻ℎ𝑖𝑑𝑑𝑒𝑛

が上昇していないのに対し，専門ドメイン（gijutsushi）では上昇
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している．また，いずれのドメインでも 23層目から𝐻ℎ𝑖𝑑𝑑𝑒𝑛が上昇

しているが，gijutsushiは他に比べ勾配が急である．これは 23層

目が [Ju 2024]の主張の entityから context knowledgeへの変換

を行う機能を持つ一方，gijutsushi は 22 層目までに情報を圧縮

できず token から entity への変換が完了していないため，急な

情報展開となり，𝐻ℎ𝑖𝑑𝑑𝑒𝑛が上昇したものと推察した．さらに，

gijutsushiは 38層目にピークがあり，その後急激に𝐻ℎ𝑖𝑑𝑑𝑒𝑛が減

少している．これも上記と同様に context knowledgeの変換が完

了しておらず，タスクに沿った形式への変換により急激な

𝐻ℎ𝑖𝑑𝑑𝑒𝑛の低下が生じたものと考えた．対して jcommon の

𝐻ℎ𝑖𝑑𝑑𝑒𝑛はスコアに依らず 35 層目付近でピークを迎えた後，な

だらかに減少している．これは gijutsushi と異なり context 

knowledge の変換がタスクに沿った形式へ適切に変換できてい

るが，文脈が無いため高スコアの場合も回答が絞り切れず，低

／高スコアで同程度の𝐻ℎ𝑖𝑑𝑑𝑒𝑛になったと推察した．この結果は

図 2にも表れており，jcommonの方が jcommon-longよりも全体

的に低い生成確率を示している． 

ここで図 1より，今回対象とした LLMは専門ドメインの方が一

般ドメインよりもキーワード頻度が低く，関連するトークン頻度も

低いと考える．以上より，事前学習データに含まれるトークン頻

度が原因で，専門ドメインは一般ドメインと比較して全体的に

entityや context knowledgeのエンコードが後半の層へシフトし，

結果として設問の文脈を捉え切れずに回答生成における不確

実性が高まったと推察した．この問題への対応として，専門ドメ

インにおける LLM の課題を整理する．以下の課題は既往研究

（[Kandpal 2023], [Tao 2024]）でも関連した内容について述べら

れており，本成果はそれらを裏付けるものとなった．また，クロー

ズドモデルに対して以下を実施することは困難であるが，RAG

における embedding model にも同様の効果があると考える． 

⚫ 専門ドメインの学習頻度を上げるため，専門ドメインの

事前学習データを増加させる  

⚫ LLMの Transformer Layerを増やし，事前学習を行う 

⚫ tokenizerの vocabularyに専門用語を追加する 

5. おわりに 

本稿では，一般／専門ドメインを対象に LLM の回答生成の

不確実性の違いを確認した．また，LLM の中間表現のエントロ

ピーを指標として両者の違いが生じた原因を分析し，結果から，

専門ドメインは一般ドメインよりも entity や context knowledge の

エンコードが後半の層へシフトしており，これが専門ドメインにお

ける回答生成の不確実性を高める原因であると結論付けた． 

一方，本稿で使用したモデルは llm-jp-3-13b-instructであり，

英語を多く学習したモデルや，モデルサイズなどにより異なる挙

動を示す可能性がある．これらの検討は今後の課題とする． 
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