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土木分野への AI 適用，特に深層学習と画像認識の活用が進まない理由の一つに，画像背景の多様性に

起因する，特徴量の境界条件設定が困難な点が挙げられる．また，結果の数学的な解釈が困難という課題

も存在する．Attention 機構を採用した Transfomer を Detection にも応用した DETR は，特徴量抽出に

ImageNet を事前学習済みの CNN を活用している．本研究では DETR で，ドローン空撮した河川の模擬不

法投棄画像を学習し，同データおよび道路脇で撮影された通行車両画像に適用する．学習した模擬不法投

棄画像に対しては既往研究を超えたスコアを示し，かつ未学習の通行車両画像に対して，車両等がある程

度検知可能であった．新たな学習の際に破滅的忘却が生じることで，大幅な性能低下が懸念されたが，本

研究の結果から DETR は ImageNet の持つ特徴量を保持しつつ学習していると考えられ，土木分野の AI 学

習における Attention 機構の適用性が示された． 
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1. タイトルページ 

 

土木分野において，AI による分析対象は一つとして

同じ環境・構造はなく，またそれらを画像に捉えた場合

においても，画角・季節によって背景や画素は多様に変

化しうる．多様な特徴量を捉えたままの学習に有効な方

法の一つとして，畳み込み深層ネットワーク(CNN)によ

る大量のデータセットである ImageNet1)の学習が挙げら

れる．畳み込み層はその計算過程で Flipしたカーネル行

列との相互相関を算出し，誤差逆伝播により最適な相関

関数を励起，すなわち特徴量を学習・保持すると解釈で

きる．すなわち，カーネル行列を十分な数用意すること

ができれば，特徴量を損失なく学習・保持できると考え

られる．同様に，Attention2) は画素の位置関係情報付与と

組み合わせながら対象物の持つ特徴量の自己相関を算出

し，対象物の特徴量を学習・保持する．そのため，乱数

で構成されるカーネル行列による特徴量と比較し，

Attention で得られる特徴量はより学習すべき対象の特徴

量との相関が高くなる，すなわち背景やカーネル行列の

特性を学習してしまうことによる特徴量の汚染が少ない

と考えられる．これに対し，CNN が新たなクラスにつ

いて学習を行った際，特徴量の忘却(破滅的忘却)を生じ

ることが示されている．例えば，CIFAR-10 をクラス重

複がないように分割し，順次学習した場合においても分

類正解率が 30％程度低下する結果が得られている 3) ．こ

れは上位層において影響が顕著とされることから，対象

となる特徴量が高次元での抽出が効率的であることが有

効と考えられる．したがって，CNN を特徴量抽出器と

して利用しながら，Attention 機構により高次の特徴量を

効率よく抽出することで，CNN に保持された ImageNet

特徴量の忘却抑止が期待できると考えられる． 

従来の検知 AI モデルは畳み込み層を利用しており，

Faster R-CNN4) ，SSD5) ，YOLO6) など，さまざまなモデル

が提案されており，さらに改良されたモデルも登場して

いる．これに対し，DETR7) は CNN を特徴量抽出層とし

て利用しながら，Attention 機構を採用，かつ画素間の位

置関係情報を加え学習し，高精度化を実現している． 

本研究では Attention 機構が CNN の持つ ImageNet の特

徴量を有効活用し，また背景の変化が及ぼす影響に対し

て頑健であることを期待し，土木分野の画像データに対

するDETRの適用性検証を行う．学習・推論データには

ドローンから撮影された河川巡視の不法投棄を模擬した

画像を用いる．推論結果を既往研究結果 8) と比較し，

DETR の検知性能を確認する．さらに，本学習モデルお
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よび河川巡視画像未学習モデルを道路脇から撮影された

通行車両画像 9) に対して適用し，ImageNet が持つ特徴量

の保存について，評価する． 

 

 

2. DETRの機構とアルゴリズムの特徴  

 

(1) DETRの機構 

原著論文 7) を基に DETRの構造を示す．DETRは Back 

Bone とする画像の特徴量抽出を行う CNN 層を持つ．

Encoderとして，Multi Head Attention (MHA)層と Feed Foword

層を持つ．位置関係情報を埋め込む Position Embeding 層

はEncoderおよびDecoderに対して適用することで，位置

情報を強く学習するよう工夫している．Decoder は検知

対象のQueryをMHAにかけた出力に元のQueryの画素と

位置情報を接続(concat)したものを Query に関する入力，

Encoder で得られた出力の画素特徴量に関わる成分を

Value の入力，Encoder 出力の位置関係情報に関する成分

にEncoding前の位置関係情報接続したをKeyの入力とす

る．これらを入力とした MHA の出力に Query に関する

入力を加え，Feed Foword層を通した結果を Decoder の出

力とする．クラスと Bounding Box (BB)の推論は，この結

果をそれぞれFeed Fowordに通して行う． 

 

(2) DETRアルゴリズムの特徴 

DETRのオリジナルコード10)はPyTorchで記述されてい

る．コード内部にデータ増強(Augmentation) 機構が含まれ

ているという特徴がある．データ増強は画像サイズ

��, �� � ��640, 1333�, �480,800��ピクセルでランダム

に変更する．ただしその変化幅は 32 ピクセルが用いら

れている．同様に 50%の確率で元画像をランダムサイズ

の長方形に切り出し，��, ��のサイズに再度サイズを変

更する．ランダムサイズは横幅を 400，500，600 ピクセ

ル 3種から選び，4：3のアスペクト比に基づいて高さを

決定している．これらの入力データのサイズは，用いる

Back Bone 入力サイズに対して異なりうる．オリジナル

コードでは入力データサイズに合わせた全結合層を

Back Boneの手前に1層設けることで，入力サイズに依存

しない学習が可能となる．ただし，この全結合層のパラ

メータは PyTorch の関数を利用して出力され，サイズに

対して常に一定で，学習による更新がなされないという

点から，継続的な議論が行われている点に注意する 11) ． 

 

 

3. 実験概要 

 

(1) 学習データ 

学習データに用いるドローンにより撮影された河岸上

の模擬不法投棄画像は既往の研究で用いられた切り出し

等でデータ増強済みのデータセット 17016 枚を用いた．

クラスは 1クラスとする．学習用に 11912枚，推論用に

3403 枚，評価用に 1701 枚使用し，オリジナル入力サイ

ズは 640*480 [pixel]とした．これに加え，オリジナルコー

ドに含まれるデータ増強処理を実施する．Back Bone の

CNN には ResNet50 を使用した．バッチサイズは 16，学

習回数は 400 とした．最適化関数は AdamW，損失関数

はオリジナルコードを使用した．学習環境は ABCI(AI 

Bridging Cloud Infrastructure)12) のAノードを 1つ使用した．  

 

(2) 学習結果 

学習曲線および学習データに対するmAPを図-1，Cross 

Entropy (CE)損失，BB 損失，GIoU 損失曲線について図-2

に示す．実線は学習データ，破線は評価データに対する

結果を示す．横軸は学習回数を示す．GIoU の除き，学

習回数 400において学習・評価データに多少の乖離が見

られるが，未学習の評価データに対する損失がより小さ

いため，過学習の可能性は低いと考えられる．評価デー

タに対する損失が学習データを下回る理由として，評価

データ数が少ない，あるいはその多様性が大きくなかっ

たことが考えられるが，両者について収束していると考

えられることから，学習結果としては妥当と考えられる

推論結果の例を示す．既往研究と同様に，模擬不法投棄 

 

 
図-1 DETRの学習曲線 (左：損失，右：mAP) 
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図-2 損失曲線(左：Cross Entropy，中央：Bounding Box，右：GIoU) 

 

  

図-3 学習済みモデル：推論結果の一例 図-4 推論結果のPrecision - Recall曲線とAverage Precision 

  

  
図-5 未学習モデルの通行車両画像推論結果の一例 図-6 学習済みモデルの通行車両画像推論結果の一例 

が検知できており，Precision - Recall曲線とAverage Precision (図-

3，図-4)についても，条件は異なるが，既往の研究 8) では

0.89であったところ，本研究では 0.97と，より高い値を

示した．以降，本モデルを学習済みモデルと定義する． 

 

 

4. 未学習異ドメイン画像への適用 

 

 学習に伴う ImageNet特徴量の忘却について確認するた

め，未学習異ドメインの画像である通行車両画像につい

て適用する．まず，ドローン撮影画像について未学習の

DETR モデルを，車両・モーターバイク・人をクラスと

し，通行車両画像に適用する．結果を図-5 に示す．

ImageNetの特徴量がBack Boneに用いたCNNに保存され

ていることから，高い自信度で検知可能なことが分かる．

次に，学習済みモデルを同じ通行車両画像に適用する

(図-6)．検知クラスは不法投棄1つである点に注意する．

車両運転者が検知漏れするなど，検知性能の低下がみら

れるが，比較的高い自信度を維持していることが分かる．

既往の研究が分類タスクに関する学習において，CNN

のみでは分類正解率が 30%程度低下したが，本研究の結

果はより高度な検知タスクにおいて，未学習のデータに

対してもAttention機構が ImageNetの特徴量を保持し，実

用的な自信度を維持する可能性を示唆している． 
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5. まとめ 

 

本研究では，ImageNet 学習済みの CNN に保存される

特徴量が，土木分野における分析対象画像，特にドロー

ン撮影された河岸上の模擬不法投棄の学習に伴う忘却を

抑止するため，CNN を特徴量抽出器として利用しなが

ら Attention機構を採用することで高精度の検知を可能に

するDETRに適用した．以下に得られた知見を示す． 

 

1) 不法投棄画像を学習したDETRモデルについて，

同様のデータセットを用いた既往の研究結果と

比較を行った．厳密な比較は困難であるが，よ

り高いAverage Precisionを実現した． 

2) 不法投棄画像を学習したモデルを，未学習異ド

メイン画像である通行車両画像に適用した．自

信度の変化から，ImageNetの特徴量が学習後も保

持されている可能性を確認した． 

 

 本検討は，大規模計算資源が必要になる Attention機構

採用モデルを，比較的規模の大きい学習データセットに

適用する試みであった．ABCI の計算資源を利用するこ

とで，数時間で学習が収束するなど，今後の拡張検討が

期待できる結果を得られた． 

今後の検討課題として，学習データセットについては

画素が持つ確率空間について評価し，DETR 適用結果と

の関係について明らかにすることが挙げられる．また，

Attention 機構採用モデルの土木分野適用性を，ImageNet

の特徴量を有効に活用するという観点から，本検討で用

いたドメインとは異なる画像データに拡張していくこと

で，明らかにできると考えられる． 
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THE APPLICATION OF DETR TO IMAGES IN CIVIL ENGINEERING AND 

VERIFICATION FOR UTILIZATION OF FEATURES IN PRETRAINED CNN 

 

Yuta TAKAHASHI, Masahiro OKANO, Junichi OKUBO, Masazumi AMAKATA 

 
For the reasons why AI application, especially deep learning and image recognition, to the civil engi-

neering field, has not progressed, because it is difficult to set boundary conditions for features due to the 

diversity of image backgrounds. Additionaly, it is difficult to expalne the results mathematically. DETR is 

a detection AI model with Attention with Pretrained CNN by ImageNet for feature extraction. In this study, 

DETR learns dummy illegal dumping images on rivers taken aerial by drone, and the trained model is 

applied to the same data and images of passing vehicles taken by the side of the road. For river images, the 

score exceeded average precision in previous studies, and for unlearned passing vehicle images, vehicles, 

etc. could be detected with a usable confidence. Therefore, it is suggested that DETR can learn with keep-

ing the features of ImageNet and has the applicability of the Attention mechanism in the civil engineering 

field images which have a diversity. 


